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RESUMEN

Los modelos de caja gris son aquellos que mezclan ecuaciones diferenciales, las cuales actian como caja blanca y
redes neuronales, utilizadas como caja negra para complementar el modelo fenomenolégico. Estos modelos han sido
utilizados en diversas investigaciones probandose su eficacia. El presente trabajo tiene por objetivo mostrar una
variacién del algoritmo de Levenberg-Marquardt que incluye Matlab® en el toolbox de redes neuronales, para poder
trabajar con modelos de caja gris, en su modalidad de aprendizaje indirecto. El modelo neuronal de caja gris fue
probado en la simulacion de un proceso quimico de reactor continuo agitado (CSTR) respondiendo
satisfactoriamente a la simulacidn.
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tiempo.

1. INTRODUCCION

Los procesos industriales son altamente relevantes para un pais, en especial para su economia, es por esto que surge
la necesidad de monitorear y optimizar tales procesos. Sin embargo al tratarse de proceso complejos, como aquellos
en los que intervienen gran cantidad de variables de entrada y salida y que ademads son representados por modelos no
lineales y con parametros variables en el tiempo, surgen importantes impedimentos.

Cuando los procesos a modelar son complejos, la determinaciéon de variables o pardmetros relevantes para el
mejoramiento de éstos es una tarea ardua y dificil, ya sea por la no existencia de instrumentos o bien por el costo
extremadamente alto que tendria construirlos. Ante esto surge la necesidad de estimar las variables que no se pueden
medir directamente. Para esto se requiere un sensor virtual, el cual observa y mide directamente otras variables del
sistema, con lo cual puede estimar las variables que no pueden ser medidas en linea.

Un problema adicional constituye un modelo que posee pardmetros variantes en el tiempo, ya que se debe adoptar
una estrategia para identificar tales pardmetros en linea y tiempo real. Una metodologia utilizada en estos casos,
especialmente en el dmbito de procesos quimicos y biotecnoldégicos, es utilizar los denominados modelos de caja
gris, inicialmente denominados modelos hibridos en [1]. Estos modelos son aquellos que incluyen un modelo
fenomenolégico limitado, el cual se complementa con pardmetros obtenidos mediante redes neuronales.

El problema, entonces, consiste en desarrollar un modelo neuronal de caja gris utilizando Matlab®, el cual constituye
una herramienta capaz de apoyar y facilitar la creacion y posterior entrenamiento de estos modelos.

2. MODELOS DE CAJA GRIS

Los modelos neuronales de caja gris son utilizados para sistemas donde existe algo de conocimiento a priori, es
decir, se conocen algunas leyes fisicas, pero sin embargo, algunos pardmetros se deben determinar a partir de datos
observados.



Los modelos de caja gris, inicialmente denominados redes neuronales hibridas o modelos hibridos neuronales, han
sido estudiados hace mds de una década. Psichogios y Ungar [1] desarrollaron en 1992 fundamentos de una primera
red neuronal hibrida para modelado de procesos. En su estudio realizaron una comparacién entre redes neuronales
estandar y redes neuronales hibridas resultando éstas tltimos con mejor desempefio al predecir pardmetros, debido a
poseer conocimiento a priori y el correspondiente aprovechamiento de éste. Ademds probaron que los modelos
hibridos pueden ser identificados y entrenados con un grupo bastante menor de datos, con respecto a un modelo
equivalente de caja negra (redes neuronales).

Dos afios mds tarde, en 1994, Thompson y Kramer [2] clasificaron los modelos hibridos en dos categorias. La
primera es el modelo de caja gris en serie (Figura 1 (a)), el cual consistente en una red neuronal que soporta valores
intermedios, que luego son introducidos en el modelo fenomenoldgico. La segunda categoria es el modelo de caja
gris en paralelo (Figura 1 (a)), el cual consistente en una red neuronal que compensa el modelo fenomenolégico, en
el sentido de modelar el error.
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Figura 1: (a) Modelo de caja gris en serie. (b) Modelo de caja gris es paralelo

Luego, en 1996, Van Can, Hellinga, Luyben y Heijnen [3], demostraron que en general el esquema hibrido de caja
gris en serie presenta mejores resultados, comparativamente con el esquema en paralelo, mostrando mejores
rendimientos de modelos en serie para sistemas MISO (del inglés, multiple input single output). No obstante en
modelos para sistemas SISO (del inglés, single input single output) los resultados mostrados son de caracteristicas
similares.

En 1999 Acuiia, Cubillos, Thibault y Latrille [4], distinguieron entre dos formas de entrenamiento. La primera forma
corresponde al entrenamiento directo (Figura 2 (a)), la cual utiliza el error originado a la salida de la red neuronal
para la correcta determinacién de sus pesos. La segunda forma es el entrenamiento indirecto (Figura 2 (b)), en donde
se utiliza el error originado a la salida del modelo para efectos de aprendizaje de la red neuronal. El entrenamiento
indirecto se puede realizar de dos formas, la primera es minimizando una funcién objetivo de variables de estado, por
medio de una técnica de optimizacién no lineal y la segunda es retropropagando el error de salida en los pesos de la
red neuronal a través de las ecuaciones del modelo fenomenolégico.
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Figura 2: (a) Modelo de caja gris en serie con entrenamiento directo. (b) Modelo de caja gris con entrenamiento
indirecto.



En 2004, Pinto y Acufia [5], desarrollaron una aplicacién basada en Matlab® para la elaboracién de modelos
neuronales de caja gris utilizando una estrategia de entrenamiento directa, este trabajo tiene por objetivo realizar una
implementacién en Matlab®, de un algoritmo de entrenamiento basado en Levenberg-Marquardt con estrategia
indirecta, retropropagando el error del modelo a través del modelo fenomenolégico hacia la red neuronal.

3. IMPLEMENTACION DE LA APLICACION EN MATLAB®

La implementacién desarrollada en Matlab® consta de dos distintas etapas, la primera de ellas consistié en la
modificacién del algoritmo de entrenamiento de Levenberg-Marquardt para permitirle poseer pesos fijos dentro de
una red neuronal, esto se lleva a cabo con el objetivo de posteriormente modelar la parte fenomenoldgica a través de
neuronas y pesos dentro de una red neuronal, en la cual los pesos entre estas neuronas no podrdn ser modificados. De
esta manera el error se propagard a través del modelo fenomenoldgico hacia la red neuronal.

El algoritmo de Levenberg-Marquardt es parte del toolbox de redes neuronales que incorpora Matlab®, con el cual se
puede entrenar cualquier objeto de red neuronal. El utilizar el mismo algoritmo como base nos asegura un doble
beneficio, por una parte la garantia de ser un algoritmo antes probado y, por otra parte, la total incorporacién al
entrenamiento de cualquier red, bajo los mismos comandos que el toolbox de redes neuronales ofrece, que podamos
crear en la cual queramos darle la caracteristica de poseer pesos fijos.

Una segunda etapa dentro del desarrollo de la aplicacién, consiste en la completa comprension del comando network,
el cual funciona como primitiva de todos los tipos de redes neuronales que se pueden crear en Matlab® [6]. Es decir
cada vez que creamos una red neuronal, el comando que siempre esta tras de esto es network. Sin embargo, network
nos permite crear redes personalizadas a nuestra medida. La forma de utilizarlo es descrita a continuacion:

Sintaxis
red = network
red = network(numeroDeEntradas, numeroDeCapas, conexionDeBias, conexionDeEntradas,
conexionDeCapas, conexionDeSalidas, conexionDeTarget)

Descripcién

Network posee los siguientes argumentos opcionales, los valores por defecto se muestran a continuacién
de la coma para cada argumento:

numeroDeEntradas : Numero de entradas a la red, 0.
numeroDeCapas : Nimero de capas de la red, 0.
conexionDeBias : numeroDeCapas x 1, vector buliano, ceros.
conexionDeEntradas  : numeroDeCapas x numeroDeEntradas, matriz buliana, ceros.
conexionDeCapas : numeroDeCapas x numeroDeCapas, matriz buliana, ceros.
conexionDeSalidas : 1 x numeroDeCapas, vector buliano, ceros.
conexionDeTarget : 1 x numeroDeCapas, vector buliano, ceros.
Y retorna:
red : Nuevo objeto de red neuronal con determinados valores de propiedades.

Una completa referencia del comando network, detallada ademads con ejemplos, puede ser encontrada en [6].

Crear una red personalizada es un trabajo bastante engorroso la primera vez, sin embargo, las siguiente ocasiones se
torna considerablemente mds sencillo, esto debido a la experiencia que comienza a poseer el disefiador de la red.



Una vez creada nuestra red debemos indicarle a Matlab® que para el entrenamiento utilice nuestra propio algoritmo
de Levenberg-Marquardt con pesos fijos, el cual se puede fijar con red.trainFcn = ‘trainlmGris’. Sin embargo, hasta
el momento el algoritmo actuarfa de la misma forma en que lo realiza Levenberg-Marquardt tradicional, ya que si no
especificamos pesos fijos el algoritmo podrd modificar todos los pesos de la red. Para imponer pesos fijos al
algoritmo debemos crear dos vectores de dimensiones 1 — por — nimero de pesos fijos. Los vectores deberdn poseer
los nombres de vectorDePesosFijos y ubicacionesPesosFijos, en donde se especificardn respectivamente los valores
de los pesos fijos y la ubicacion de éstos dentro de la red. Tales vectores deberdn ser declarados como globales para
asi ser reconocidos por el algoritmo de entrenamiento, asi como también los valores especificados en
vectorDePesosFijos deben ser variables globales.

4. APLICACION Y RESULTADOS

Para la aplicacién del algoritmo creado se realizé la simulacién de un proceso CSTR que utiliza una reaccién
exotérmica de primer orden [7]. La entrada al sistema corresponde a la temperatura de la camisa de enfriamiento y la
salida del sistema corresponde al grado de avance de la reaccioén. Las ecuaciones de estado que describen al sistema
son las siguientes:
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Donde:
X, : Grado de avance de la reaccion.
X, : Temperatura adimensional del contenido del reactor.
y7i : Entrada que corresponde a una tasa de flujo adimensional del fluido de transferencia de calor a través de la

camisa de enfriamiento.

Para realizar la simulacién se utilizaron para las constantes del modelo los siguientes valores:

D, =0,072
B=38,0
£=0,3
y=20,0

Como los modelos neuronales de caja gris constan de dos partes, la primera compuesta por un modelo
fenomenolégico que es representado por ecuaciones diferenciales y la segunda compuesta por un modelo empirico
que es representado por una red neuronal, por lo tanto, el modelo fenomenolégico de caja gris es representado por las
siguientes ecuaciones:

x| ==x,+0,072-(1-x,)- p )



sz :_x2+8.()’()72-(1—X1)',0+(),3-(/J—X2) ©

y=X (6)

Donde QO corresponde al pardmetro con dificultad de obtener, el cual serd estimado por la red neuronal. Sin
embargo, para efectos experimentales y generacion de datos, se utilizard la siguiente expresion:

|

Luego, el pardmetro se asumird completamente desconocido y se estimara utilizando la red neuronal entrenada en
forma indirecta. A continuacién, integrando las ecuaciones (4) y (5) en el intervalo de tiempo t y t+1, las ecuaciones
discretas son las siguientes:
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Desarrollando las ecuaciones (7) y (8), éstas pueden ser descritas de la siguiente manera:

Xy = Xy — xl(t)At + 0,072 pAt -0, O72pAtx1m 9)
Xty = Koy = Ko AT +8-0,072pA1 —8-0,072 pAtx, , +0,3ul - 0,3x,, At (10)

Por lo que en definitiva las ecuaciones que constituyen la parte fenomenoldgica del modelo neuronal de caja gris son
las siguientes:
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Las ecuaciones de la parte fenomenolégica pueden ser descritas en conjunto con la parte empirica del modelo, que es
representada por una red neuronal. Para realizar dicha representacion se disefia todo dentro de una gran red neuronal
(Figura 3), la cual debera poseer la caracteristica de poder fijar pesos, de tal manera que éstos no sean alterados en la
fase de entrenamiento. Los pesos en los cuales se indica un valor en la red neuronal corresponden a los pesos fijos, es
decir, la parte fenomenoldgica del modelo, mientras los pesos que no muestran valores corresponden a la parte
neuronal del modelo. Inicialmente los pesos modificables toman valores aleatorios con una distribucién normal,
media 0 y desviacién estandar 0.5.

Para generar el modelo de caja gris dentro de una sola red neuronal, utilizando cuatro neuronas para la estimacién del
pardmetro, se utiliza el comando network, y basado en la sintaxis anteriormente descrita, la red neuronal se debe

crear de la siguiente manera para la simulacién de un proceso CSTR:

network(3, 4, [1;1;0;0], [0 1 0;000;100;111],{[0000;1000;0100;,0110],[0001],[000 1]);



Figura 3: Red neuronal para proceso CSTR con pesos fijos.

Posteriormente, se debe indicar los pesos fijos, la cantidad de neuronas por capa, el tipo de funcién de activacion, la
funcion de transferencia y el rango de las entradas, la funcién de performance y el algoritmo de entrenamiento,
basicamente como en cualquier objeto de red neuronal.

El la red se utiliza como funcién de performance el error cuadratico medio, que es calculado en la salida del modelo
fenomenolégico y desde ahi retropropagado hacia los pesos de la red que son modificables. En la fase de
entrenamiento la entrada utilizada es una sefial ruidosa (Figura 4 (a)), mientras que en la etapa de simulacién la
entrada utilizada es una sefal sinusoidal (Figura 4 (b))

Para la parte neuronal del modelo se utiliz6 tangente hiperbdlica como funcién de transferencia, mientras para la
parte fenomenolégica se utilizé la funcién identidad como funcién de transferencia. La funcién de activacion
utilizada fue la sumatoria de las ponderaciones de las entradas por los pesos, exceptuando una neurona, donde se
utiliz6 una productoria entre la ponderacién de las entradas por los pesos, esto debido a la forma de las ecuaciones
fenomenoldgicas. La red neuronal hibrida o modelo de caja gris fue entrenada por 3.000 épocas. Es importante notar



que el nimero de épocas de entrenamiento aumenta en este tipo de modelos, ya que al poseer pesos fijos es una
restriccion que se afiade al algoritmo de optimizacidn.
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Figura 4: (a) Entrada utilizada para la etapa de entrenamiento. (b) Entrada utilizada para la etapa de simulacién.

El valor utilizado para la simulacién de At fue de 0.005, mientras los valores iniciales para las variables de estado
son los siguientes:

x,=0,1
x,=0,8

Luego del entrenamiento el error cuadritico medio tiene un valor de 0.000140477 (Figura 5 (a)), la validacién
obtenida del modelo neuronal de caja gris puede apreciarse en la Figura 5 (b).
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Figura 5: (a) Error cuadratico medio en la etapa de entrenamiento. (b) Validacion de la salida real del sistema y la
salida obtenida mediante el modelo neuronal de caja gris.

Finalmente posterior a la simulacion el valor final del vector de estado y la salida en la iteracién 200 es el siguiente:

0.1369
X, =
0.8472

Y =[0.1369]



En la validacién del modelo neuronal se puede observar que practicamente la estimacién del modelo neuronal de caja
gris se comporta de la misma forma que la salida real del sistema real, obteniendo un bajo valor de error.

S. CONCLUSIONES

Los modelos neuronales de caja gris poseen reales ventajas con respecto a los de caja negra, ya que permiten
aprovechar el conocimiento a priori que se posea de un sistema. Ademds apoyan a los modelos de caja blanca
estimando pardmetros dificiles de obtener o bien que no pueden ser obtenidos directamente en linea.

El método de aprendizaje indirecto utilizado en este trabajo provee de una buena estimacion sin la necesidad de
poseer valores reales para los pardmetros a estimar, solo bastando tener datos de las salidas reales del sistema, ya que
el error es calculado en la salida del modelo de caja gris, y desde ahi retropropagado hacia el interior.

El error cuadritico medio obtenido posteriormente al entrenamiento ha sido bastante bajo, lo que se refleja en la
posterior validacién de la salida estimada por el modelo neuronal de caja gris en comparacién con la salida real del
sistema.
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